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Resumen—Portable cardiac monitoring devices acquire
and store all electrocardiography data of a patient for 24
hours, which are then analyzed by medical professionals.
However, certain cardiac abnormalities occur sporadically
and are not recorded. In addition, it is of great importance
to preprocess the data acquired in real time to filter data and
generate alarms. This imposes the use of simple computational
strategies for limited resources portable devices. This paper
presents the development of an algorithm that allows portable
electrocardiography devices to make data storage/transmission
more efficient than traditional monitoring equipment. The
algorithm performs filtering and segmentation of the signal
based on simple transformations and detection of peaks.
Then, the beats are decomposed into 5 characteristics by
Independent Component Analysis, and classified by one-
class Support Vector Machine. The classification used is
binary (normal or abnormal beats), not allowing to specify
pathologies, but reducing the data. The algorithm was tested
with 20500 normal beats and 6500 abnormal beats, reducing
data storage/transmission by 64 %, with 99 % accuracy. The
robustness was verified on the detection and classification of
the beats, and a proof of concept was performed to validate
the proposal.

Resumen— Los dispositivos portatiles para monitoreo
cardiologico adquieren y almacenan todos los datos de
electrocardiografia de un paciente por 24 horas, los cuales
son analizados posteriormente por el profesional médico.
Sin embargo, ciertas anomalias cardiacas se producen
esporadicamente y no son registradas. Ademads, es de gran
importancia preprocesar los datos adquiridos en tiempo real
para filtrar datos y generar alarmas. Sin embargo, esto impone
el uso de estrategias computacionales simples para dispositivos
portatiles con recursos limitados. Este trabajo presenta el
desarrollo de un algoritmo que permite a dispositivos
portatiles de electrocardiografia hacer mas eficiente el
almacenamiento/transmision de datos respecto a los equipos
de monitoreo tradicionales. El algoritmo realiza filtrado y
segmentacion de la sefial basado en transformaciones sencillas
y la deteccion de picos. Luego, los latidos son descompuestos
en 5 caracteristicas mediante Analisis de Componentes
Independientes, y clasificados mediante Maquina de Vectores
de Soportes de una clase. La clasificacion utilizada es binaria
(latidos normales o anormales), no permitiendo especificar
patologias, pero reduciendo los datos. El algoritmo fue
probado con 20500 latidos normales y 6500 anormales,
reduciendo el almacenamiento/transmision de datos un 64 %,
con 99 % de precision. Se verifico robustez al ruido sobre la
deteccion y clasificacion de los latidos, y se realizé una prueba
de concepto para validar la propuesta.

I. INTRODUCCION

Los dispositivos portdtiles para monitoreo cardioldgico de
pacientes (holters) permiten adquirir y almacenar datos de
electrocardiografia, en general, por un lapso maximo de 24
horas, equivalente al registro de cerca de 100000 latidos.
Estos dispositivos son alimentados con baterias y poseen
memorias regrabables. Los datos adquiridos y almacenados
son analizados posteriormente de manera offline por el
profesional médico. Sin embargo, en muchos casos, ciertos
eventos cardiacos anormales se producen en un periodo de
tiempo mayor, y no son registrados por estos sistemas. Por
otro lado, es de gran utilidad un sistema que realice un pre-
procesamiento de los datos adquiridos en tiempo real (on-
line), por ejemplo, para almacenar/transmitir solo patrones
cardiacos andémalos detectados, para generar algiin tipo de
alarma, etc. Esto permite reducir en gran medida el uso de
memoria y de transmision de datos, con el consecuente aho-
rro de energia del equipo. Sin embargo, la implementacién
de estrategias de procesamiento en dispositivos portétiles,
con procesadores de 8, 16 o 32 bits de bajo consumo,
impone el requerimiento de estrategias computacionales
eficientes que no demanden un procesamiento significativo.
Ello se debe a la baja capacidad de procesamiento de
los dispositivos portdtiles, dado que una mayor capacidad
reduciria su capacidad de autonomia energética [1], [2].

Este trabajo presenta el desarrollo de un mecanismo
que permite a dispositivos portétiles de electrocardiografia
(ECG) pasar de un esquema de adquisicién, almacenamiento
y/o transmisién de datos, a un esquema mas eficiente basado
en la determinacién de si es necesario el almacenamiento
y/o transmisién de los patrones adquiridos. El algoritmo
disefiado, realiza el filtrado y la segmentacion de la sefial
de ECG basado en transformaciones sencillas y la deteccion
de picos. Luego, los latidos son descompuestos mediante el
Andlisis de Componentes Independientes, resultando en un
conjunto minimo de caracteristicas. Finalmente, los latidos
son clasificados mediante una estrategia de inteligencia
computacional denominada Méquina de Vectores de Sopor-
tes de una clase.

El electrocardiograma es un estudio de diagnostico médi-
co y una de las fuentes de informacién de mayor valor
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en el estudio del funcionamiento del corazén. Su no in-
vasividad, facilidad de obtencién y escaso costo, sumado
a la gran variedad de patologias cardiacas que se pueden
detectar mediante su andlisis, lo han convertido en un
estudio de rutina en las consultas cardiolégicas. Muchas
de las patologias cardiacas pueden ser detectadas mediante
un ECG de corta duracién, que no supera los dos o tres
minutos. Existe, no obstante, un importante nuimero de
enfermedades de aparicion esporddica (o causada por un
evento no reproducible en el momento del estudio) que
requiere la realizacién de monitoreo mévil, de los que se
obtienen registros electrocardiograficos de varias horas de
duracién. Los dispositivos utilizados para este monitoreo se
limitan dnicamente a la adquisiciéon y almacenamiento de
datos electrocardiogréficos, sin analizar si los mismos son
relevantes o no. Dado que los equipos de monitoreo mévil
tienen memorias limitadas para almacenar datos, se tiene
un almacenamiento ineficiente. Si bien numerosas técnicas
y sistemas de diagndstico asistido han sido desarrolladas
intentando dar solucién al problema de analizar estudios
de larga duracién luego de realizado el mismo (procesa-
miento off-line), existen muy pocas propuestas para dotar
a los dispositivos de monitoreo mévil con la capacidad de
andlisis de los datos adquiridos (procesamiento on-line). La
incorporacién de algin esquema simple de procesamiento
en el equipo de adquisicién, como puede ser filtrar datos
no relevantes, detectar patrones anormales, etc., posibilitard
tanto reducir la cantidad de datos a almacenar en la limitada
memoria del equipo portétil, como reducir la comunicacién
inaldmbrica de los datos en sistemas de adquisicién en tiem-
po real, lo cudl influye en el consumo de energia del equipo.
La evolucién actual de la tecnologia, con procesadores con
mayores capacidades computacionales y menores consumos
de energia, y tecnologias de baterias de mayor capacidad
posibilita cada vez mas la realizacién de esta posibilidad.
Sobre este tipo de procesamiento in situ en el equipo médico
de adquisicién hay escasas referencias conocidas, y se sabe
que es un tema de investigacién actual [9], [3].

Este trabajo se estructura de la siguiente forma. El marco
tedrico es detallado en el Capitulo II. En el Capitulo III se
presentan los algoritmos utilizados para el procesamiento
de la sefial de ECG. La implementaciéon del algoritmo
propuesto en este trabajo es detallado en el Capitulo IV.
Finalmente, el Capitulo V resume los resultados obtenidos,
y el Capitulo VI resume las conclusiones y trabajos futuros.

II. MARcCO TEORICO

Los temas a tratar en este trabajo, relacionados al proce-
samiento de sefiales electrocardiograficas, son organizados
en dos grupos: i) principios anatomicos y fisiologicos del
funcionamiento del corazon, que permiten entender el origen
de la sefial a procesar, sus caracteristicas principales y los
distintos patrones normales y patoldgicos, y ii) principios
matemdticos asociados al procesamiento de la sefial elec-
trocardiogrdfica, agrupados en tres etapas de procesamiento:
deteccion de latidos, extraccion de caracteristicas y clasifi-
cacion.

II-A.  Principios anatémicos y fisiologicos del corazon

El corazén es el érgano principal del sistema circulatorio,
cuya funcién es la de propulsar la sangre a través de los

vasos sanguineos hacia las distintas regiones del organismo,
permitiendo de este modo la llegada de nutrientes y oxigeno
a cada célula y la eliminacién de los residuos resultantes de
la actividad metabdlica. En un individuo sano, el corazén
pesa entre 200 y 250 gramos y su volumen es apenas mayor
que el puiio de la persona. El corazon es fijado y mantenido
en su lugar por los grandes vasos que llegan y salen de
él (venas Cava Inferior y Superior, y Pulmonares Derecha
e Izquierda, y arterias Aorta y Pulmonar). Desde el punto
de vista anatémico, el mismo es un érgano muscular hueco
dividido en dos mitades (izquierda y derecha) por un tabique
musculo-membranoso. Cada una de estas mitades constituye
a su vez dos cavidades: una superior, la auricula, y una
inferior, el ventriculo.

II-B. Actividad eléctrica del corazon

Desde el punto de vista fisico, el corazén constituye un
sistema de dos bombas conectadas en serie: el corazén
derecho se encarga de bombear la sangre con bajo contenido
de oxigeno, proveniente de la circulacién mayor o sistémica,
y enviarla hacia los pulmones; mientras que, el corazén
izquierdo, toma la sangre oxigenada proveniente de la cir-
culacién menor (de los pulmones) y la retoma nuevamente
a la circulacién sistémica. El bombeo de la sangre por parte
del corazén es producido gracias a una secuencia ordenada
de fendmenos mecdnicos y eléctricos que suceden desde el
comienzo de un latido hasta el comienzo del siguiente, y son
conocidos como ciclo cardiaco. El mismo estd compuesto
por un periodo de contraccién o sistole, seguido de un
periodo de relajacién o didstole. Dado que estos periodos
de contraccién y relacién no se producen en simultdneo en
todo el corazén, se pueden distinguir tres tiempos distintos
durante el ciclo cardiaco: la sistole auricular, la sistole
ventricular, y la didstole.

El ciclo cardiaco se repite unas 50 a 100 veces por minuto
en un individuo sano (frecuencia cardiaca normal), lo que
establece una duracién de entre 0,6 y 1,2 segundos por
latido.

Al registro de las variaciones de potencial sobre la piel
del paciente se lo conoce como electrocardiograma (ECG).
La diferencia de potencial entre dos puntos puede lograrse
ya sea empleando dos electrodos activos registrando la dife-
rencia de polaridad entre ellos (registro bipolar), o mediante
un electrodo activo y uno que se conecta a potencial cero
(registro unipolar). La disposicién de las conexiones de cada
par de electrodos se conoce como derivacion, del cudl es
posible distinguir doce derivaciones diferentes, que pueden
ser clasificadas en tres grupos: derivaciones estdndar de las
extremidades, derivaciones aumentadas de las extremidades
y derivaciones precordiales.

El registro electrocardiografico se compone de un grupo
de ondas que representan los fenémenos de despolarizacion
y repolarizacion de las distintas estructuras del corazén a lo
largo de un ciclo cardiaco [4], [5]. En aquellos momentos en
los que no existen variaciones del potencial eléctrico (fase
isoeléctrica) el trazo obtenido en un ECG constituye la linea
de base o linea isoeléctrica. La fase isoeléctrica comprendida
entre el final de una onda y el principio de la siguiente se
denomina segmento, mientras que un conjunto de ondas sin
la existencia de fase isoeléctrica entre ellas se denomina
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Figura 1. Ondas, segmentos e intervalos caracteristicos de un ECG.

complejo. Por el contrario, un intervalo es un conjunto
de ondas y segmentos. En un electrocardiograma normal,
los fendmenos eléctricos que causan la sistole y didstole
auricular y ventricular, se manifiestan como una secuencia
ordenada de ondas de caracteristicas bien definidas, que
por convencién se designan como ondas P, Q, R, Sy T
(Figura 1).

A continuacién se describen los aspectos caracteristicos
mds importantes de las ondas normales de un ECG.

= Onda P: se produce por la despolarizaciéon de las
auriculas. Esta onda se presenta como una deflexién
positiva en la mayoria de las derivaciones. Su duracién
no supera los 120 ms, y su amplitud es menor a 0,25
mV. La repolarizacién de las auriculas comienza de
150 a 200 ms después de la finalizacién de la onda P.

» Intervalo PQ o PR: el intervalo PQ estd constituido
por la onda P y el segmento PR o PQ, y representa la
despolarizacion auricular y la conduccidn a través del
nodo auriculo-ventricular. Su duracién es de entre 120
a 200 ms.

= Complejo QRS: es originado por la rapida despolariza-
cion de los ventriculos. Se trata del conjunto de ondas
de mayor amplitud del ECG. Respecto a su duracion,
varia entre 80 y 100 ms.

= Onda T: representa la repolarizaciéon ventricular. Se
trata de una onda positiva en la mayoria de las deriva-
ciones del ECG. Su duracién es de aproximadamente
150 ms y su amplitud no supera los 0,5 mV. Posee
menor amplitud que el complejo QRS debido a que
la despolarizacién es un fenémeno abrupto y de corta
duracién que ocurre casi simultdineamente en todas
las fibras del miocardio ventricular, mientras que la
repolarizacidn es un proceso lento, que comienza entre
200 y 350 ms después del inicio del complejo QRS.

= [ntervalo QT: representa los fendmenos eléctricos ocu-
rridos durante toda la sistole ventricular. Su dura-
cién estd fuertemente influenciada por la frecuencia
cardiaca: a mayor frecuencia cardiaca menor duracién
del intervalo y viceversa; siendo su duracién promedio
de 400 ms.

= Onda U: su aparicién es un fenémeno poco comin
en individuos sanos, aun asi es posible encontrarla

Deteccion __ | Extraccion de

»! Clasificacion

Sefial de ECG

de latidos Caracteristicas

Figura 2. Esquema general de las etapas de procesamiento

sin que la misma represente una afeccién cardiaca.
Aunque su origen fisiolégico es incierto, se supone
que se debe a fenémenos de repolarizaciéon lenta o
potenciales resultantes de fuerzas mecdnicas en la
pared ventricular.

» Intervalo RR: representa el conjunto de fendémenos
eléctricos que transcurren durante un ciclo cardiaco
y se define como todas las ondas y segmentos com-
prendidos entre el transcurso de una onda R y la
siguiente. Los motivos por los cudles se prefiere tomar
al complejo QRS como marca de referencia para la
determinacién de la duracién del ciclo cardiaco son
facilidad de identificacion e imposibilidad de no exis-
tencia.

III. PROCESAMIENTO DE LA SENAL DE ECG

Para clasificar los latidos procedentes de un ECG, es nece-
saria la manipulacién del mismo para utilizar la informacién
que contiene. Para ello, se realizan una serie de procesos,
los cudles pueden agruparse en tres etapas principales que
son: la deteccion de latidos, la extraccion de caracteristicas
y su clasificacion. En la Figura 2 se muestra un diagrama en
bloques de las etapas de procesamiento que se implementan
en este trabajo.

En la etapa de deteccion, la sefial se filtra para luego, me-
diante un algoritmo, detectar cada latido y segmentarlo in-
dividualmente. Posteriormente, se extraen caracteristicas de
estos latidos para luego ser clasificados mediante estrategias
de inteligencia computacional. En las siguientes secciones
se describen las técnicas empleadas para la realizacion de
cada una de las etapas mencionadas.

III-A. Deteccion de latidos

Dependiendo de las condiciones de tiempo disponible
para observar la sefial de ECG, extraer los complejos QRS
y clasificarlos, existen tres tipos de algoritmos de deteccion:

= Algoritmo Off-line: Son aquellos en los que se cuenta
con toda la sefial a analizar de antemano, pudiendo el
algoritmo recorrer toda la sefal sin restricciones.

= Algoritmo On-line: Son aquellos que trabajan sobre

una sefial que estd siendo generada en ese momento,
es decir que no pueden conocer la sefial mas alla de la
ultima muestra que se recibié. Estos algoritmos tienen
un margen entre dos y tres segundos para detectar los
latidos, lo cudl les da la posibilidad de repasar la sefial
en caso de perderse un latido.

= Algoritmos Real-Time: Estos son similares a los On-

line con la diferencia de que deben detectar cada latido
antes de que llegue el préximo.

Cuando los filtros digitales son utilizados en tiempo real,
muchos disefios de filtros se vuelven inadecuados debido al
tiempo computacional requerido. Una considerable reduc-
cién de tiempo computacional se logra reemplazando los
coeficientes de punto flotante por coeficientes enteros en las
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ecuaciones de los filtros. Esto se debe a que al utilizar coefi-
cientes enteros se evita la resolucién de multiplicaciones de
punto flotante reemplazdndolas por instrucciones de suma y
cambios de posicion de bits. Estas instrucciones requieren
menos ciclos de reloj que los cédlculos de punto flotante. Por
ello se selecciona el uso de filtros enteros.

III-Al. Filtros enteros: Los filtros enteros son una clase
especial de filtro digital que tienen solamente coeficientes
enteros en las ecuaciones que los definen. Esto conduce a
algunas restricciones de disefio que a menudo puede hacer
que sean dificiles de lograr caracteristicas tales como una
frecuencia de corte definida. Dado que los filtros enteros
pueden operar a mayor velocidad que los disefios tradicio-
nales, generalmente son el tipo de filtro adecuado cuando
se utilizan microprocesadores lentos. Lynn [7] presentd la
mejor técnica conocida para el disefio de filtros enteros. Se
resume este método en dos pasos:

1. Se ubica un nimero de ceros igualmente espaciados
alrededor del circulo unidad. Estos ceros atendan
completamente las frecuencias correspondientes a su
ubicacion.

2. El siguiente paso es elegir polos que también se
encuentran en el circulo unidad, para eliminar algunos
de los ceros.

Cuando un polo cancela un cero, la frecuencia corres-
pondiente a su localizaciéon ya no es atenuada. Dado que
cada punto en el circulo unidad representa una frecuencia,
la localizacién de los polos y ceros determina la respuesta
de frecuencia del filtro. Estos filtros son un tipo restringido
de filtros recursivos. La forma general de la funcién de
transferencia del filtro utilizada por Lynn es:

[1—="mP

[1—2cos(0)z=1 + 272t

El exponente m representa cuantos ceros igualmente espa-
ciados se encuentran alrededor del circulo unidad. El dngulo
0 representa la posicién angular de los polos. Las potencias
p y t representan el orden de magnitud del filtro, el cudl
tiene una relacion directa con la ganancia y la atenuacion
de los 16bulos laterales. Aumentar p y ¢ en cantidades enteras
iguales tiene el efecto de poner filtros idénticos en cascada.
Para que el filtro sea util y fisicamente realizable, p y ¢ tienen
que ser enteros positivos. Usando la funcién de transferencia
anterior, podemos disefiar filtros pasa-bajo y pasa-altos.

Estos filtros tienen un beneficio agregado que es su
caracteristica de tener fase lineal, es decir, que todas las
componentes en frecuencia de la sefial sufren el mismo re-
traso en la transmision a través del filtro. Esto es importante
cuando se desea preservar el tiempo relativo de los picos y
las caracteristicas de la forma de onda de la salida.

Hiy(z) =

III-B.  Extraccion de caracteristicas

La etapa de extraccién de caracteristicas es clave para
lograr la correcta clasificacién de los latidos cardiacos.
Cualquier informacién extraida del latido, utilizada para
determinar su clasificacién, puede ser considerada como
caracteristica. Entre las posibles técnicas de caracterizacion
de los latidos se pre-seleccionaron las siguientes:

= Transformada ondita (wavelet)

» Caracterizacion morfologica

» Andlisis de Componentes Independientes (ICA)
» Enfoque no lineal y Teoria del caos

La transformada ondita es una técnica de andlisis de
sefales en los dominios temporal y de frecuencia, con la
gran ventaja de poder realizar un andlisis multi-resolucion,
es decir, mejorar la resoluciéon temporal para determinadas
bandas de frecuencia y mejorar la resolucién en frecuencia
para otras. Esta técnica se encuentra ampliamente utilizada
en etapas de pre-procesamiento y clasificacién de sefiales
bioldgicas, y sus resultados son muy buenos, logrando un
porcentaje de aciertos en la clasificacion de latidos superior
al 90% en los peores casos [20]. Sin embargo, su costo
computacional es alto, por lo que se limita su aplicacién a
procesadores de altos recursos computacionales.

La caracterizacion morfoldgica trabaja en el dominio
temporal utilizando caracteristicas como las duraciones y
amplitudes de las ondas P, R y T, y las duraciones de los
intervalos RR de la sefial de ECG. Si bien no requiere de
muchos recursos computacionales, utilizar inicamente esta
técnica resulta en porcentajes de aciertos muy bajos. Debido
a que en la etapa de pre-procesamiento y deteccion se optd
por sacrificar levemente la forma de la sefal para ganar
en velocidad de procesamiento, se decidié no utilizar las
caracteristicas morfolégicas para la clasificacién de latidos,
pero si se utilizardn las duraciones de los intervalos RR.

El Andlisis de Componentes Independientes (ICA), técnica
que ha ganado popularidad en el campo del procesamiento
de sefiales biomédicas, se utiliza generalmente cuando se
requiere separar seflales que han sido obtenidas a través
de varios canales, en las componentes que la constituyen.
Debido a su extensa utilizacién en otros campos, se desa-
rrollaron algoritmos denominados “fastiCA” que brindan
la posibilidad de utilizar este andlisis con bajos costos de
procesamiento. En este trabajo se opté por utilizar esta
herramienta en conjunto con el Andlisis de Componentes
Principales [18], la cudl se utiliza para reducir el ndmero
de caracteristicas.

Durante los ultimos afios ha aumentado el nimero de
andlisis de sefiales electrocardiograficas con el enfoque no
lineal. Se han propuesto diversas medidas no lineales para
estimar la complejidad de una serie temporal. Algunas de
ellas han sido aplicadas a las sefiales de ECG, como también
a la variabilidad de la frecuencia cardiaca. Similar a la
transformada ondita, si bien el enfoque no lineal presenta
suficiente consistencia para la clasificaciéon de sefiales, los
altos costos computacionales requeridos para el calculo de
las caracteristicas limita su aplicacién a procesamiento off-
line, es decir que no pueden aplicarse en tiempo real [19].

III-BI. Andlisis de componentes principales: Un pro-
blema central en el andlisis de datos multi-variables es la
reduccién de la dimensionalidad: si es posible describir
con precision los valores de p variables por un pequefio
subconjunto r < p de ellas, se habra reducido la dimension
del problema a costa de una pequefia pérdida de infor-
macién. El Andlisis de Componentes Principales (PCA)
tiene ese objetivo: dadas n observaciones de p variables,
se analiza si es posible representar adecuadamente esta
informacién con un nimero menor de variables construidas
como combinaciones lineales de las originales. Por ejemplo,
con variables con alta dependencia es frecuente que un
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pequefio nimero de nuevas variables (menos del 20 % de
las originales) brinden mds del 80 % de la informacién que
brindan las variables originales.

El andlisis de componentes principales tiene doble utili-
dad: i) permite representar dptimamente en un espacio de
dimension pequefia observaciones de un espacio general p-
dimensional. En este sentido, el andlisis de componentes
principales es el primer paso a identificar las posibles
variables latentes, o no observadas que generan los datos.
ii) Permite transformar las variables originales, en general
correlacionadas, en nuevas variables no correlacionadas,
facilitando la interpretacién de los datos.

III-C. Clasificacion

Para la clasificacion se decidi6 utilizar Méquinas de
Vectores de Soporte (SVM). Estas fueron derivadas de la
teoria de aprendizaje estadistico postulada por Vapnik y
Chervonenkis [21]. Las SVM fueron presentadas en 1992 y
adquirieron fama cuando dieron resultados muy superiores
a las redes neuronales en el reconocimiento de letra ma-
nuscrita, usando como entrada pixeles. SVM estd ganando
gran popularidad como herramienta para la identificacién
de sistemas no lineales debido a que estd basado en el
principio de minimizacién de riesgo estructural (SRM), el
cudl ha demostrado ser superior al principio de minimi-
zacion del riesgo empirico (ERM) utilizado por las redes
neuronales [23]. Algunas de las razones por las que este
método ha tenido éxito es que no posee minimos locales
y el modelo sélo depende de los datos que contienen mas
informacion, llamados vectores de soporte (SV). Las grandes
ventajas que tiene SVM son:

= excelente capacidad de generalizacién debido a la
minimizacién del riesgo estructurado.

= pocos pardmetros a ajustar, el modelo sélo depende de
los datos con mayor informacién.

= la estimacién de los pardmetros se realiza a través de
la optimizacién de una funcién de costo convexa, lo
cudl evita la existencia de un minimo local.

= la solucién de SVM es sparse, es decir, que la mayoria
de las variables son cero en la solucién de SVM, lo
cudl significa que el modelo final puede ser escrito
como una combinacién de nimeros muy pequeios de
vectores de entrada, llamados vectores de soporte.

= Jo anterior implica que la complejidad del clasificador
depende de la cantidad de vectores que determinan la
frontera y no de la dimensién del espacio.

SVM resuelve un problema cuadritico donde el niimero
de coeficientes es igual al nimero de entradas o datos de
entrenamiento. Este hecho hace que para grandes cantidades
de datos, los métodos numéricos de optimizacion, existentes
para resolver el problema cuadritico, no sean admisibles en
términos computacionales. Este es un problema que impide
el uso de SVM para la identificacion de sistemas no lineales
en linea, esto es, en casos en los que las entradas son
obtenidas de manera secuencial y el aprendizaje se realiza
en cada paso.

III-C1. Clasificacion por hiperplanos: Supongamos que
hay m observaciones y cada una consiste en un par de datos:

= Unvectorz; € R, i=1,....m

s Una etiqueta y; € { +1, -1 }

Supéngase que se tiene un hiperplano que separa las
muestras positivas (+1) de las negativas (-1). Lo que se
quiere es definir hiperplanos que separen las muestras segin
sus etiquetas y;. Cuando los datos no se pueden separar
linealmente, se hace un cambio de espacio mediante una
funcién ¢ que transforme los datos de manera que se puedan
separar linealmente en el nuevo espacio. Este nuevo espacio
también tiene definido un producto interno lo que permite,
utilizando el llamado “kernel trick”, calcular el producto
interno de la imagen de las muestras en el nuevo espacio
de caracteristicas utilizando funciones nucleo, sin tener que
explicitar el mapeo que hace ¢.

III-C2. SVM en problemas de clasificacion de una clase:
El algoritmo SVM es en general aplicado como un algoritmo
de dos clases. Sin embargo, se presentan modificaciones
a este algoritmo que permiten su aplicacién a problemas
donde sélo se busca establecer si una muestra pertenece
o no a la clase con la cudl se ha entrenado [21], [22].
Estos métodos son usualmente conocidos como SVM de
una clase (oc-SVM). Al igual que en SVM multi-clase, la
idea es transformar el espacio de caracteristicas a través de
un kernel o nicleo. La diferencia en oc-SVM es que se trata
al origen como el inico miembro de la segunda clase. Luego
utilizando pardmetros de relajacion se separa la imagen de
la clase que nos interesa estudiar del origen utilizindose
las técnicas estandar de SVM para dos clases. Si bien se
han planteado diversos nicleos, los mds cominmente usados
son: lineales, polindmicos, funciones de base radial (RBF),
y sigmoideos.

Una vez elegido el nicleo adecuado, la estrategia es
mapear los datos en el espacio de caracteristicas correspon-
diente al niicleo y separarlos del origen con el mayor margen
posible. Para un nuevo z, el valor f(z) queda determinado
evaluando de qué lado del hiperplano cae en el nuevo
espacio de caracteristicas. Debido a la variedad de nucleos
posibles, este simple planteo geométrico se corresponde a
una igual variedad de estimadores no lineales en el espacio
de partida.

IV. IMPLEMENTACION

Para la implementacién del sistema propuesto, se utili-
zaron las librerias fastICA [13], [14], [15], [16], [17] y
LIBSVM [24], [25] en MATLAB. Se utilizé ademas, la base
de datos de arritmias del Massachusetts Institute of Tech-
nology y el Beth Israel Hospital (MIT-BIH) [11] disponible
en www.physionet.org [12]. La misma est4d formada por 48
fragmentos electrocardiograficos de dos canales, de media
hora de duracion, extraidos de estudios ambulatorios con
equipos Holter anal6gicos digitalizados a 360 muestras por
segundo con una resolucion de 11 bits sobre un rango de 10
mV (en el intervalo de -5 a 5 mV). El total de los latidos
existentes fueron clasificados por cardi6logos, que ademas
incorporaron informacién complementaria en los estudios,
tales como anotaciones de ritmo, calidad de la sefial, etc.
Dado que las caracteristicas de la sefial electrocardiografica
dependen intrinsecamente de la derivacién que se esté ana-
lizando, y a los fines de lograr una mayor uniformidad en
el andlisis realizado, se decidi6 trabajar inicamente con uno
de los canales de cada estudio (ML II, Mason-Likar II).
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Figura 3. Etapas de filtrado del detector QRS

IV-A. Deteccion de Complejo QRS

Pan y Tompkins desarrollaron un algoritmo de deteccién
en tiempo real basado en el andlisis de la pendiente de la
sefal en la banda de interés. Es decir, dada la sefial de un
ECQG, se filtra en una banda de frecuencias conveniente y
se analiza la sefial extraida del filtro. El detector que se va
a desarrollar se basa en este algoritmo [7], [8]. La Figura 3
muestra los distintos tipos de filtros involucrados en el
andlisis de la sefial de ECG. Primero se disefid un filtro pasa-
banda desde un filtro entero que requiere solo coeficientes
enteros. Como no es posible disefiar el filtro pasa-banda
deseado con este enfoque, se reemplaza el mismo con uno
en cascada de filtros pasa-bajo y pasa-alto. Este filtro aisla la
energia predominante del complejo QRS centrada en 10Hz,
atenuando las bajas frecuencias caracteristicas de las ondas
P y Ty el corrimiento de linea de base, y también las altas
frecuencias asociadas a ruido muscular e interferencia de
linea (50 Hz).

El paso siguiente es la diferenciacion, una técnica estandar
para encontrar las pendientes altas que normalmente distin-
guen al complejo QRS de las otras ondas. Hasta este punto
en el algoritmo, todos los procesos son realizados con filtros
digitales lineales. Posteriormente sigue la transformacion
no lineal que consiste en elevar al cuadrado las muestras
de la sefial punto por punto. Esta transformacién sirve
para hacer todos los datos positivos antes de realizar la
integracién, y ademds para acentuar las altas frecuencias en
la sefial obtenida del proceso de diferenciacion. Estas altas
frecuencias son normalmente caracteristicas del complejo
QRS. La sefial pasa por un integrador de ventana movil.
Este integrador suma el drea debajo de la sefal previamente
elevada al cuadrado a través de un intervalo de 150 ms,
avanza una muestra e integra la nueva ventana de 150 ms.
Se elige un ancho de ventana lo suficientemente grande para
incluir la duracién de complejos QRS anormales extendidos,
pero lo suficientemente corto para no solapar el complejo
QRS con la onda T. Se aplican umbrales adaptativos a la
seflal integrada basados en una continua actualizacién de
los picos estimados de sefial y de ruido. Después de una
deteccidn, un proceso de toma de decisiones determina si el
evento detectado es un complejo QRS o no.

IV-Al. Algoritmo de deteccion: Una vez procesada la
sefial, se debe determinar donde se ubica cada complejo
QRS para las etapas de segmentacion y caracterizacion. Para
ello se utilizan umbrales adaptativos, segin los cudles se
determina si un pico de energia corresponde a un complejo
QRS o si se debe considerar como ruido. También se
implementan en el algoritmo técnicas de busqueda hacia
atrds y determinacion del pico R. Por cuestiones de espacio
se omite el diagrama de flujo utilizado.

IV-B. Segmentacion

Se optd por segmentar los latidos en ventanas centradas
en el pico R de 201 muestras (100 muestras de cada lado). El

motivo de la eleccidn es que de este modo es posible obtener
muestras de la misma longitud que poseen el complejo
QRS en la misma posicién, lo que seria imposible si se
segmentara en intervalos RR. La segmentacion en ventanas
centradas facilita considerablemente las etapas posteriores
del proyecto integrador, ademds de brindar un mayor desem-
pefio. El motivo de tomar 100 muestras de cada lado se
debe a que de esta forma, el complejo QRS siempre queda
incluido dentro del segmento y al mismo tiempo no se
incluye la onda T. Se prob¢ utilizar una ventana de mayor
tamafio de manera que ésta sea incluida, pero los resultados
obtenidos fueron peores que en el caso anterior.

IV-C. Extraccion de caracteristicas

Se utilizé la libreria FastICA, la cudl implementa el
algoritmo rdpido de punto fijo. El primer planteo que se
presenta es cudntas muestras se deben utilizar para encontrar
las componentes independientes. Variando la cantidad de
muestras, se observaron dos comportamientos. En uno de
ellos, la precision obtenida no varia significativamente a
medida que se aumenta la cantidad de muestras; mientras
que en el otro, la precisiéon va aumentando a medida que
aumenta la cantidad de muestras alcanzando una meseta
a partir de las cien muestras. De modo que se opté por
utilizar cien muestras para la obtencién de los componentes
independientes.

El siguiente paso es determinar el nimero de componen-
tes a utilizar. Este debe ser lo menor posible dado que,
a medida que aumenta su nimero, también aumenta la
cantidad de procesamiento necesario. Para lograr la reduc-
cién de componentes utilizamos el Andlisis de Componentes
Principales sobre las muestras de los latidos. Se utilizaron
dos criterios de seleccion. En primer lugar se realiz6 un
grafico de los valores propios y se seleccionaron compo-
nentes hasta que los restantes tengan similar valor. Y en
segundo lugar, que las componentes seleccionadas posean
mas del 95% de varianza. Se concluy6 que la cantidad
de componentes necesarios para obtener la mayor precisién
posible depende de la cantidad de ruido que posea la sefial,
es decir que mientras mas limpia sea la sefial menos com-
ponentes se necesitardn, y si se utilizan mds componentes
de lo necesario, la precisiéon empieza a disminuir. Por ello
se definié utilizar cinco componentes. Una vez seleccionado
el nimero de componentes principales se realizé el Analisis
de Componentes Independientes, obteniendo la matriz de
mezcla y los componentes independientes.

IV-D. Clasificacion de los latidos

Se utiliz6 la libreria LIBSVM, y se usaron como niicleo
funciones de base radial, lineal, polindmico y sigmoideo,
para contrastar los resultados. Como pardmetro de compara-
cidn se utiliz6 el porcentaje de aciertos de latidos anormales.
La funcién de base radial demostré un superior desempefio
frente a los otros tipos de nicleos. Una vez elegido el
nicleo a utilizar, resta ajustar tres pardmetros mas. Primero
hay que definir cuidntas muestras de deben analizar para
entrenar la SVM y posteriormente elegir las variables de
configuracién optimas. Para definir la cantidad de muestras
se corri6 el programa, variando la misma, para un conjunto
de registros. Se concluyé que a medida que aumenta el
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nimero de muestras que se utiliza para el entrenamiento,
también aumenta la precisiéon del modelo. Sin embargo, a
partir de cierta cantidad, la media permanece casi constante
mientras que la dispersién aumenta. Se decidid, entonces,
utilizar 135 muestras para el entrenamiento de SVM.

V. RESULTADOS
V-A. Evaluacion del desemperio del algoritmo

V-Al. Deteccion de complejo QRS: El desempeifio del
detector fue evaluado utilizando la base de datos del MIT-
BIH Arrhythmia Database. Los resultados obtenidos se pue-
den observar en la Figura 4. Se tomaron al azlos27 registros
con un total de 45594 latidos normales y 13731 latidos
anormales (principalmente: contraccién ventricular prema-
tura, bloqueos de rama izquierda y derecha y contraccién
auricular prematura). Los resultados obtenidos se pueden
observar en la Figura 4. Para comprender los resultados de
esta evaluacion se definen las siguientes clases de latidos:

» TP: Verdaderos positivos (True Positive) son los latidos

correctamente detectados.

» FP: Falsos positivos (False Positive) son picos de la

sefial que el detector marcé erréneamente como latidos.
= FN: Falsos negativos (False Negative) son latidos que
no fueron detectados.

Estas definiciones permiten calcular dos medidas del
desempeifio del detector:

» Valor Predictivo Positivo (+P). Es una medida de

cudntos de los latidos detectados son verdaderos.

B TP
TP+ FP
» Sensibilidad (S): Es una medida de cuantos latidos se

detectan de entre todos los latidos analizados por el
detector.

+P

TP
~ TP+FN

En todas las clases de latidos definidas arriba, se tomaron
separados los latidos normales y anormales con el objetivo
de poder observar cémo se comporta la deteccion frente a
ambos tipos.

Si se observan los resultados totales, el detector tuvo
un muy buen desempefio logrando un 99.83 % de valor
predictivo positivo y una sensibilidad del 99.74 %. Si se
analiza esta ultima, separando los latidos normales de los
anormales, las sensibilidades logradas son de 99.98 % y
98.96 % respectivamente. A simple vista hasta el peor de los
resultados, que es la sensibilidad de los latidos anormales,
se puede considerar como bueno ya que de 100 latidos
analizados se perderfa uno sélo. Sin embargo, si se analiza
cada registro por separado se puede observar que para
algunos de ellos el detector tuvo un rendimiento muy pobre
llegando a tener un 0% de sensibilidad para los latidos
anormales.

Dichos registros se analizaron detalladamente para poder
detectar cudl es el motivo por el cudl el desempefio dismi-
nuye tanto. Se determind que el algoritmo es mds propenso
a fallar cuando se da alguna de las siguientes condiciones:

S

= En los cambios de ritmo bruscos suele perder de uno
a tres latidos hasta acondicionarse.

= Alternancia entre latidos normales y contracciones
ventriculares prematuras con frecuencias altas.

= Cuando hay una contraccién ventricular prematura
entre dos latidos normales y el intervalo R-R entre
estos dos ultimos se asemeja al R-R promedio.

= Cuando el registro presenta contracciones auriculares
prematuras aberrantes.

V-A2. Clasificacion de los latidos: Para la comproba-
cién de la técnica estudiada se emplearon 26877 latidos
de los cudles 20500 corresponden a latidos sanos y 6377
corresponden a latidos patolégicos. Se utilizaron registros
con diferentes tipos de patologias y niveles de ruido, no
agregado, para poder observar cémo se desempefia el al-
goritmo en diversos ambientes. En el conjunto de latidos
“normales” se agruparon latidos sanos, latidos generados
por marcapasos externos implantables y latidos con bloqueo
de rama; y el conjunto de latidos “anormales” estd for-
mado por las siguientes patologias: contraccién ventricular
prematura (C.V.P), contraccién auricular prematura (C.A.P),
contraccién nodal prematura (C.N.P), latidos inclasificables
(Q) y fusién entre CVP y latido normal (F). Los resultados
obtenidos se muestran en la Figura 5, donde el porcentaje
de aciertos medio es el promedio de los porcentajes de
aciertos de los registros analizados, y el rango muestra el
peor y el mejor porcentaje obtenido, respectivamente. Si
desglosamos el desempefio de los latidos anormales en las
distintas patologias analizadas, los resultados son los que se
indican en la Figura 6.

Si se analizan los datos de manera general, o sea tra-
bajando con promedios, y considerando que del 100 % de
los latidos de cada registro, tan s6lo un 7,5 % corresponde
a latidos anormales, la implementacion de este algoritmo
en dispositivos de monitoreo méviles permite un ahorro de
memoria, o de transmisién de datos segtn el caso, de un
63,83 %. En la Figura 7 se muestran los ahorros obtenidos
para algunos de los registros analizados.

El registro 205 tuvo el peor desempefio de todos los
registros analizados, consiguiendo un ahorro del 48,35 %. A
éste le sigue el registro 115, que no se encuentra en la tabla
anterior, que consiguié un ahorro del 50 %. Traduciendo
estos resultados a este caso particular, considerando el caso
de almacenamiento y no el de transmisién, tener un ahorro
del 48,35 % significa que se logra casi duplicar la capacidad
de almacenamiento sin necesidad de hacer cambios de
hardware.

V-B. Influencia del ruido en la sefial

V-B1l. Influencia del ruido en la deteccion: Para analizar
la robustez del algoritmo frente al ruido, se agregd ruido
gaussiano con distintas relaciones sefial/ruido (SNR) a las
sefales originales. Por ejemplo, una SNR igual a 10 equivale
a una sefial con una amplitud 10 veces mayor respecto
al ruido agregado. En la Figura 8 se pueden observar
los resultados. El algoritmo de deteccién mostré un buen
desempeifio frente al ruido, logrando los mismos resultados
que los obtenidos con la sefial original, hasta con una SNR
igual a 5. Para valores menores a 5, el algoritmo comienza
a fallar detectando ruido como si fuese un latido.

V-B2. Influencia del ruido en la clasificacion: Al igual
que con la etapa de deteccion, se pretendié estudiar como es
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registro cantidad latidos TP FN FP +P S
normales |anormales| normales | anormales | normales |anormales normales | anormales total
100 2237 34 2237 34 0 0 0 100.00% 100.00% 100.00% 100.00%
101 1859 5 1854 1 1 0 4 99.78% 99.95% 100.00% 99.95%
102 2127 60 2127 60 0 0 0 100.00% 100.00% 100.00% 100.00%
103 2081 2 2080 2 1 0 0 100.00% 99.95% 100.00% 99.95%
104 1542 686 1514 657 0 1 28 98.73% 100.00% 99.85% 99.95%
105 2525 46 2482 4 1 0 42 98.34% 99.96% 100.00% 99.96%
106 1507 520 1507 488 0 32 0 100.00% 100.00% 93.85% 98.42%
107 2077 58 2077 57 0 1 0 100.00% 100.00% 98.28% 99.95%
109 0 2530 0 2526 0 4 0 100.00% - 99.84% 99.84%
112 2536 2 2536 2 0 0 0 100.00% 100.00% 100.00% 100.00%
113 1787 6 1787 6 0 0 0 100.00% 100.00% 100.00% 100.00%
115 1952 0 1952 0 0 0 0 100.00% 100.00% - 100.00%
116 2301 110 2295 110 2 0 4 99.83% 99.91% 100.00% 99.92%
117 1533 1 1533 1 0 0 0 100.00% 100.00% 100.00% 100.00%
118 0 2277 0 2277 0 0 2 99.91% - 100.00% 100.00%
122 2475 0 2475 0 0 0 0 100.00% 100.00% - 100.00%
123 1514 3 1514 0 0 3 0 100.00% 100.00% 0.00% 99.80%
124 0 1618 0 1611 0 7 0 100.00% - 99.57% 99.57%
200 1743 857 1739 856 0 1 4 99.85% 100.00% 99.88% 99.96%
201 1624 338 1624 278 0 60 0 100.00% 100.00% 82.25% 96.94%
202 2061 75 2061 67 0 8 0 100.00% 100.00% 89.33% 99.63%
203 2528 445 2509 427 4 18 15 99.49% 99.84% 95.96% 99.26%
205 2570 85 2568 82 2 3 0 100.00% 99.92% 96.47% 99.81%
209 2620 384 2619 384 0 0 1 99.97% 100.00% 100.00% 100.00%
214 0 2261 0 2257 0 4 2 99.91% - 99.82% 99.82%
219 2081 72 2081 72 0 0 0 100.00% 100.00% 100.00% 100.00%
231 314 1256 314 1256 0 0 0 100.00% 100.00% 100.00% 100.00%
total 45594 13731 45485 13515 11 142 102 99.83% 99.98% 98.96% 99.74%
Figura 4. Desempeifio del detector en la base de datos del MIT-BIH
Tipo de latidos Porcentaje de aciertos Registro ALN* ALA* Ahorro
Medio Rango memoria/transmision
Latidos Normales 69,42 % 50 % - 86 % 100 72 % 94,11 % 70,91 %
Latidos Anormales 98.93 % 88 % - 100 % 101 62 % 100 % 61.83 %
102 86 % 98,74 % 84,57 %
Figura 5. Desempefio del algoritmo. 106 86 % 99,42 % 56,32 %
123 86 % 100 % 85,83 %
201 77 % 99,65 % 60,98 %
203 63 % 99,77 % 51,91 %
Patologia Porcentaje de 205 50 % 100 % 48,35 %
aciertos 219 67 % 93,05 % 64,68 %
C.A.P 86,98 % *ALN: Aciertos latidos normales; ALA: Aciertos latidos anormales
C.V.P 99,69 %
C.N.P 95,52 % i ) L
Q 100 % Figura 7. Ahorro de memoria/transmision.
F 100 %

Figura 6. Porcentaje de aciertos discriminado en patologias.

el comportamiento del algoritmo en la etapa de clasificacién
frente al ruido. Se procedié de similar manera que en la
seccion anterior y los resultados obtenidos se muestran en la
Figura 9. Para sefiales con una SNR mayor a 10 el algoritmo
tiene el mismo desempefio que con las sefiales originales.
A partir de senales con RSR menores a 10 el desempefio
disminuye rdpidamente, siendo muy bajo para SNR menores

que 5.

Relacion Porcentaje de
sefal/ruido* aciertos

100 100 %

50 100 %

25 100 %

10 100 %

5 100 %

2 55 %

37 %

*medido linealmente

Figura 8. Influencia del ruido en la deteccion.

V-C. Prueba de Concepto

Debido a que el desarrollo se realizé de manera off-line,
es decir, se utilizé todo el registro entero del ECG, una vez
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Relacion Porcentaje de
senal/ruido* aciertos
100 100 %
50 100 %
25 100 %
10 96 %
5 70 %
2 16 %
1 6 %
*medido linealmente

Figura 9. Influencia del ruido en la clasificacién.

obtenidos los resultados se procedié a adaptar el algoritmo
para su implementacién en tiempo real. Para realizar la
prueba de concepto se utilizé Simulink de MATLAB vy
en consecuencia, la adaptacién no requirié una migracion
del lenguaje de programacién utilizado ya que Simulink es
compatible con la mayoria de las funciones definidas en
MATLAB.

Como sefiales de entrada se utilizaron los mismos regis-
tros de la base de datos del MIT-BIH. Por lo tanto, el primer
paso fue configurar la entrada para que lea los registros una
muestra a la vez, simulando un sistema de adquisicién de
tiempo real. De esta forma, en un instante determinado no se
conocen los valores futuros y, salvo que se hayan guardado
en un buffer, se pierden los valores anteriores.

La prueba de concepto consta de dos modelos realizados
en Simulink, uno para el entrenamiento (Figura 10), otro
para la clasificacion (Figura 11), y un cédigo en MATLAB
que recibe los datos del modelo de entrenamiento, les aplica
el Andlisis de Componentes Independientes y entrena a
la Mdaquina de Vectores de Soporte. Una vez realizado
el entrenamiento, los valores obtenidos son enviados al
modelo de clasificacién para, como su nombre lo indica,
proceder a clasificar los latidos. Este procedimiento puede
observarse con mas detalles a continuacion. Se presenta, con
un ejemplo, la realizacién de la simulacién de la prueba de
concepto. Primero se seleccioné un registro que posee todos
los latidos normales.

Ese registro, modificado para ser simulado como si fuera
en tiempo real, se utiliza como entrada del modelo de
entrenamiento. Este detecta y guarda los 200 primeros
latidos con sus respectivos valores de intervalo RR, que es la
cantidad de latidos necesarios para realizar el entrenamiento
de la SVM. En las siguientes ilustraciones se muestran,
primero los latidos segmentados que luego son enviados a
MATLAB y en segundo lugar, el esquema del modelo de
entrenamiento.

Una vez obtenidos los primeros 200 latidos se ejecuta
el codigo desarrollado en MATLAB con lo que obtenemos
los vectores de soporte y otros parametros extraidos de
SVM que nos permitirdn clasificar los latidos que se vayan
detectando. Con estos datos es posible correr el modelo de
clasificaciéon que, a medida que detecta un latido, lo clasifica
e incrementa un contador dependiendo si éste fue clasificado
como normal o anormal. A continuacién se muestra el
esquema de este modelo. El bloque de pre-procesado es
idéntico al 80 del modelo anterior, y el bloque “detector”
es similar al de “entrenamiento”, de modo que estos dos
bloques no se muestran.

Al correr el modelo de clasificacién con el mismo registro
utilizado para el entrenamiento, se obtuvieron de los 170
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Figura 10. Modelo de entrenamiento.

latidos clasificados, 32 fueron mal clasificados debido a
que todos eran normales. Por lo tanto el porcentaje de
acierto fue del 76,8 %. A continuacion, se corrié de nuevo
el modelo de clasificaciéon pero utilizando como entrada,
un registro que posee latidos generados por un marcapasos
externo implantable. Todos los latidos fueron clasificados
correctamente ya que ninguno era normal. Con estas dos
simulaciones se puede observar también lo que se planted a
lo largo del trabajo, que es mas relevante la clasificacion
correcta de latidos anormales, aunque esto produzca una
disminucién del desempefio del clasificador.

VI. CONCLUSIONES

En el presente trabajo se muestra la implementacién de un
algoritmo de deteccion de complejos QRS on-line que posee
un buen desempefio y que no requiere de grandes recursos
computacionales. Mediante la utilizacién del Andlisis de
Componentes Independientes se obtuvo un niimero reducido
de caracteristicas, cinco obtenidas con ICA y tres con
duraciones de los intervalos RR. Debido a esto, se limita
el clasificador a uno de tipo binario, es decir que sélo
puede diferenciar entre latidos normales y anormales, no
pudiendo distinguir entre las diversas patologias que puedan



XXI CONGRESO ARGENTINO DE BIOINGENIERIA - SABI 2017

Modelo clasificador

sefial integrada In1 latidos In1
seiial fitrada In2 RR In2

pre-procesado detector

latidos normales

(o

Sefial de entrada

clasificador

latidos anormales

clasificador
pntad #{ contador normal
Out1
Data Store

Read1
xin -‘\annrmal

In fen Ou2
Raa

In2

clasificador

Figura 11. Modelo de clasificacion.

presentarse. Este hecho no representa un problema, ya que el
objetivo de este trabajo es reducir la cantidad de informacién
transmitida o almacenada, dejando el diagndstico de la
patologia a un especialista. Cabe resaltar que, segtin los ante-
cedentes encontrados, los trabajos similares de clasificacion
binaria utilizan mds del doble de caracteristicas y consiguen
simplemente un porcentaje de aciertos un poco mayor [27].
Por otro lado, se encontraron trabajos de clasificacién multi-
clase con un desempefio superior pero utilizan gran cantidad
de caracteristicas, y todos ellos son para implementacién
off-line [20], [10], [26].

Gracias a las Mdaquinas de Vectores de Soporte de una
clase, se evitd la necesidad de disponer de grandes bases
de datos para el entrenamiento de la red. Otra ventaja
importante es que puede ajustarse el considerado latido
“normal” a cada paciente, incluso si este latido presenta
alguna patologia que se desee omitir durante el estudio,
como por ejemplo, el uso del marcapasos. En cuanto a los
resultados obtenidos, se llega a las siguientes conclusiones:

= El algoritmo alcanzé una precisiéon media de casi 70 %
permitiendo un ahorro de memoria, o de transmisién
de datos, de un 64 %, teniendo como peor resultado
un ahorro del 48 %, logrando un porcentaje de aciertos
medio del 99 %.

= La patologia que mds inconvenientes presenta al ser

clasificada es la contraccién auricular prematura. Esto
se debe a la similitud que posee con un latido sano.

= Se obtuvo una buena robustez del algoritmo frente al

ruido presente tanto en la etapa de deteccién como en
la de clasificacion.

Finalmente, se logré realizar una prueba de concepto del
sistema desarrollado en Simulink, demostrando que éste
podria ser utilizado en aplicaciones de tiempo real.

Como trabajo futuro, se propone la implementacién en
un sistema de adquisicién portatil con microprocesador o en

teléfonos inteligentes, y utilizarlo para monitorizar pacientes
y deportistas de alto rendimiento con el fin de enviar alarmas
al servicio de emergencia al detectarse una anomalia, y
enviar informacion del registro electrocardiogrifico para
analizar la patologia.
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